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1. Uvod u Fuzzy ARTMAP

Fuzzy ARTMAP je neuronska mreža, natjecateljskog tipa, s nadgledanim učenjem. Dobila je prefiks fuzzy zbog korištenja nekih pravila iz fuzzy set teorije unutar ART modula koji sačinjavaju ovakav model neuronske mreže. Što se tiče ART modula ili adaptive resonance theory modula, njihovo otkriće dugujemo ponajviše S. Grossberg i G. A. Carpenter. Upravo ovakav tip mreže je ponudio najbolje odgovor na problem stabilnost-plastičnost, gdje je stabilnost sposobnost mreže da zapamti već «memorirane» uzorke, a plastičnost sposobnost učenja novih uzoraka jednako dobro kroz sve faze učenja. 

Skup podataka koji želimo klasificirati moramo najprije transformirati u numerički oblik, oblik vektora, te se u takvom obliku podaci predočavaju mreži. Ulazni vektori mogu biti dvojaki, binarni ili analogni, a ovakav tip mreže može prihvatiti oba tipa, ali je upravo prilagođena analognom, kontinuiranom, tipu ulaznih vektora. U ARTMAP-u je također uvedena i strategija glasanja. Razlog tomu je svojstvo mreže da brzo učenje mreže vodi ka različitim adaptivnim težinama i kategorijama za različite poretke određenog skupa podataka za testiranje, iako je ukupna preciznost predviđanja svih simulacija slična. Strategija glasanja koristi jedan ARTMAP sustav koji je treniran nekoliko puta na ulaznim podacima s različitim poretkom. Konačna odluka predviđanja za određeni skup podataka za testiranje se donosi na temelju odluke donešene s najvećim brojem simulacija. Obzirom na to da se skupovi podataka koji donose netočna predviđanja mijenjaju od simulacije do simulacije onda strategija glasanja odbacuje većinu pogrešnih predviđanja. Uz to ovakva strategija pogoduje još i kod skupova podataka za testiranje koji su maleni, puni šuma ili nedovršeni. Uspoređujući ovakav tip mreže s ostalim tipovima vidi se kako u brojnim primjerima za klasificiranje ARTMAP daje najbolje rezultate u svim faktorima klasifikacije: preciznost predviđanja, brzina, kompresija koda; i to i kod offline i online izvedbi. Uz sve navedeno fuzzy ARTMAP ima i prednost lakog korištenja, jer ima malen broj parametara za podešavanje, te ima mogućnost učenja svakog ulaznog vektora online, za razliku od brojnih sustava koji to rade offline.

2. Arhitektura sustava

Svaki ARTMAP sustav se sastoji od dva adaptive resonance theory modula (ARTa i ARTb) koji kreiraju «stabilne» kategorije u ovisnosti o ulaznim vektorima. Tokom nadgledanog učenja, ARTa prima ulazne uzorke {a(p)},  a ARTb prima uzorke {b(p)}, gdje je b(p) točno predviđanje za uzorak a(p). Ova dva modula su povezana asocijativnom učećom mrežom ( Fab ) i unutarnjim kontrolerom. Zadaća kontrolera je da kreira minimalan broj ARTa kategorija, ili «skrivenih» jedinica, potrebnih za precizno prepoznavanje ulaznih vektora. To čini pomoću minimax pravila, kojima se smanjuje greška predviđanja, a povećava se generalizacija predviđanja. 
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Slika 1 – Arhitektura fuzzy ARTMAP sustava. ARTa «complement coding» pret-procesor transformira vektor a u vektor A = (a,ac) u polju F0a te je taj vektor A ulaz u polje F1a. Analogno se dešava i kod ARTb modula. Kad se predviđanje ARTa modula ne potvrdi kod ARTb modula onda se pokreće mehanizam match tracking. Match tracking povećava ρa za iznos potreban za zadovolji omjer |xa|/|A|. Ova promjena vodi ka pretraživanju ARTa stanja koje vodi k aktivaciji ili ARTa ​kategorije koja pravilno predviđa b ili uncommited ARTa kategorije.


Parametar ρa se naziva vigilance parametar i njegova veličina direktno utječe na veličinu kategorija klasifikacije, što je ρa manji to su kategorije veće i kompresija koda je veća. Shema pokazuje kako se direktno povezuju uspješnost predviđanja s veličinom kategorija, a to funkcionira na način da se ρa smanjuje za minimalan iznos da se ispravi greška predviđanja. Zapravo vigilance parametar predstavlja nekakvu mjeru samopouzdanja koju ARTa mora imati u svoju odluku klasifikacije za pojedini ulazni vektor a(p). Kada dođe do pogreške predviđanja onda ARTb  povećava ρa za minimalan iznos koji  će pokrenuti postupak «testiranja hipoteza» koristeći mehanizam match tracking. Ovaj mehanizam «žrtvuje» minimalan iznos generalizacije kako bi se uspjelo popraviti grešku predviđanja. Testiranje hipoteza vodi ka selekciji nove ARTa kategorije, koja se fokusira na novi klaster ulaznih vrijednosti a(p) koji bolje predviđa b(p). 


Što se tiče pripreme podataka za ulaz u mrežu bitna je metoda komplementarnog kodiranja. To je metoda koja zamjenjuje postupak normalizacije ulaznih vektora, ovdje se samo uz ulazni vektor dodaje još jedan vektor koji je zapravo komplementaran ulaznom vektoru. Na ovaj način se zapravo ulazni vektor normalizira, ali uz sačuvanje amplituda individualnih svojstava. Bez ove metode ART postupak zapravo kodira, memorira, stupanj prisutnosti pojedinih svojstava ulaznih podataka u svoju mrežu, dok sa komplementarnim kodiranjem se kodira i stupanj prisutnosti i stupanj odsutnosti ulaznih svojstava što olakšava klasifikaciju. 


Pripadne operacije s spomenutim podacima u mreži se u ovakvom tipu neuronske mreže, fuzzy ARTMAP, obavljaju pomoću dva najčešća fuzzy operatora : 

a) ILI operator (maksimum)

b) I operator (minimum)

3. Fuzzy ARTMAP algoritam

Svaki ART modul sadržava tri različita polja, polje F0 sastavljeno od čvorova koji predstavljaju trenutni ulazni vektor; polje F1 koje prima bottom-up ulaz od F0 i top-down ulaz iz polja F2; te polja F2 koje predstavlja «aktivni kod» ili kategoriju. Vektor polja F0 se označava kao I = ( I1, …, IM), gdje svaka komponenta vektora Ii  poprima vrijednosti iz intervala [0, 1] za i = 1, …, M. Vektor polja F1 se označava kao 
x = (x1, …, xM), a vektor polja F2 sa y = (y1, …, yN).

Težinski vektor, povezan sa svakim F2 kategorijskim čvorom  j ( j = 1, …,N), se označava sa     wj = (wj1, …, wjM). Početno se postavljaju komponente na vrijednosti:
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te se onda kaže da je svaka kategorija uncommited. Kad se kategorija odabere za kodiranje onda postaje commited. Dinamika ovakvog sustava ponajviše ovisi o parametrima koji definiraju ponašanje sustava, parametri fuzzy ARTMAP sustava su parametar odabira α  > 0, stopa učenja β  [0,1] te vigilance ρ  [0,1]. 


Za svaki ulaz I i F2 čvor j je definirana funkcija odabira Tj :
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gdje je  (fuzzy I operator definiran kao (p ( q) = min (pi, qi), a modul vektora je definiran kao :
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Za sustav se kaže da je odabrao kategoriju kad najviše jedan F2 čvor može postati aktivan u određenom trenutku. Odabir kategorije je indeksiran s J, gdje vrijedi : Tj = max {Tj : j = 1, …, N}. Ako je više nego jedan Tj maksimalan, onda se odabire kategorija s najmanjim indeksom j.

Rezonancija ili Reset se događa ako match funkcija odabrane kategorija zadovoljava vigilance kriterij :
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Učenje se se događa kad pretraživanje završi, te se tada vrši promjena težinskog vektora po sljedećem pravilu :




Wj(novi) = (( I ( wj(stari) ) + ( 1 - ( )wj(stari)
Brzo učenje se odvija kad se postavi parametar ( na vrijednost 1.

4. Implementacija algoritma


Sustav za simulaciju je ostvaren u programskom jeziku C. Sastoji se od tri datoteke: main.c, nn.h i nn.c. U datoteci main.c su smješteni glavni program, koji učitava podatke za testiranje i učenje, funkcije koje izvršavaju epohe učenja i testiranja i funkcija koja obavlja analizu rezultata testiranja na svakom pojedinom uzorku. Njeni rezultati se zbrajaju i na kraju spremaju u datoteci "izlaz.dat".


Srž programa je u datotekama nn.h i nn.c. U nn.h je deklarirana struktura Artmap, koja sadrži sve podatke vezane uz Fuzzy ARTMAP potrebne za njegovu simulaciju. Tu su također deklarirane funkcije za inicijalizaciju ARTMAP-a, njegovo simuliranje i funkcija za njegovo brisanje tj. oslobađanje zauzetog memorijskog prostora. Slijede kratki opisi.

Artmap *newArtmap(unsigned dimIn, unsigned dimCat);


Ova funkcija zauzima memorijski prostor za strukturu i sve njezine članove, koji se zbog svoje promjenjive veličine drže na heapu. Inicijalno se stvara 1 neuron, no alocira se memorija odmah za 32 neurona i kasnije se prilikom dodavanja novih neurona širi memorijski prostor tek svakih 32 neurona. Bilo bi poželjno da se uništavanje strukture koju ona stvori prepusti funkciji deleteArtmap().

void absorbFirstSample(Artmap *m, double *input);


Vrlo specifična funkcija – inače se u radu mreže težine svakog novododanog neurona pune sa trenutnim ulazom, ali prvi neuron je bio inicijaliziran na sve jedinice, i za njega neće vrijediti isti princip – ova funkcija to ispravlja. Ako je u mreži samo jedan neuron, ona će njegove težine prepisati sa primljenim vektorom.

double *artmapFireLearn(Artmap *m, double *input, double *cat);


Standardni radni ciklus ARTMAP-a koji uključuje učenje. Rezultat je pokazivač jednak polju outputSpace strukture Artmap u kojem je spremljen izlaz ARTMAP-a. Ako je bilo potrebno dodati novi neuron, dodat će ga, osim ako sa parametrom allowGrow (također polje ustrukturi) to nije sprječeno, a onda je izlaz ARTMAP-a sve jedinice.

double *artmapFire(Artmap *m, double *input);


Radni ciklus, ali bez ikakvog učenja. Izlaz jednak kao gore. Ako visoki vigilance ART-a A onemogući njegovo dobivanje pobjednika, izlaz će biti sve jedinice.

void deleteArtmap(Artmap *m);


Uništava strukturu stvorenu sa newArtmap(). Oslobađa sve što je ARTMAP zauzimao, uključujući i samu strukturu, pa se na pokazivač poslije toga može zaboraviti.


Rezultat svakog pojedinog testa se tumači na sljedeći način:

Ako nijedna od vraćenih vrijednosti, koje predstavljaju sigurnost ARTMAP-a da zadani ulaz spada u određenu kategoriju, nije manja od izvjesnog praga (0.7-0.8), smatra se da je ARTMAP neodlučan i poveća se brojač neklasificiranih uzoraka. Ako nije tako, gleda se iznos koji je ARTMAP dao za kategoriju za koju znamo da je točna – ako je veći od istog praga kao gore, onda se rezultat smatra pogotkom, i to ako je to jedina vrijednost viša od praga u cijelom izlazu, onda se bilježi kao siguran pogodak, u protivnom je nesiguran. Inače se rezultat smatra promašajem.

5. Ocjenjivanje učinkovitosti klasifikatora
Ocjenjivanje učinkovitosti klasifikatora je provedeno po naputcima autora članka [3], gdje je navedeno više metoda provjere efikasnosti sustava, ali se ovdje koristi samo jedna vrsta provjere jer je sasvim dovoljna da prikaže mogućnosti ovakve vrste neuronske mreže kako bi ostali istraživači mogli usporediti svoje metode na istim skupovima dokumenata. Iako postoje brojne metode mjerenja efikasnosti sustava, kako bi se što preciznije moglo uspoređivati različite metode, ipak je najbitnije pri provjeri koristiti iste skupove podataka s istom podjelom seta dokumenata za učenje i seta dokumenata za testiranje jer samo tako možemo reći da su metode ravnopravno uspoređene.

Standardne mjere efikasnosti klasifikacije su preciznost i odaziv.
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Što su zapravo preciznost i odaziv? To su numeričke vrijednosti koje predstavljaju mjere očekivanja korisnika sustava za klasifikaciju da će sustav ispravno klasificirati slučajno odabrani dokument u kategoriju 
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. U sljedećoj tablici mogu se vidjeti odluke za jednu kategoriju.

	kategorija ci
	stručnjak

	
	DA
	NE

	klasifikator
	DA
	TPi
	FPi

	
	NE
	FNi
	TNi


Tablica 1 – prikaz odlučivanja klasifikatora i stručnjaka za određenu kategoriju. Oznake su skraćenice od TruePositives, TrueNegatives, FalsePositives, FalseNegatives, a one predstavljaju brojače pogodaka i promašaja klasifikatora koje koristimo za izračunavanje preciznosti, odaziva i ostalih mjera efikasnosti sustava za klasifikaciju.

Uz pomoć podataka koje mjerimo tokom faze testiranja sutava za klasifikaciju možemo izračunati preciznost i odaziv za pojedinu kategoriju.
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Da bi dobili preciznost i odaziv za sve kategorije, tj. za cijeli skup dokumenta koristimo metodu microaveraging (mikroprosjek). Uz ovu metodu postoje i druge, ali njih nećemo obrađivati. Mikroprosjek računa preciznost i odaziv zbrajanjem svih parametara za sve kategorije.

Preciznost (mikroprosjek) :
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Odaziv (mikroprosjek) :
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	Skup kategorija {c1, …, cm}
	stručnjak

	
	DA
	NE

	klasifikator
	DA
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Tablica 2 – odlučivanje klasifikatora po cijelom skupu kategorija

6.   Opis i pretprocesiranje ulaznih skupova dokumenata za testiranje
· Akademski primjer

Akademski primjer za testiranje sustava je preuzet sa powerpoint prezentacije od prof.dr.sc. Jasminke Dobše pod naslovom : «Comparison of Information Retrieval Techniques: Latent Semantic Indexing (LSI) and Concept Indexing (CI)» koja predaje na Fakultetu organizacije i informatike u Varaždinu.

Podaci za testiranje su zapravo naslovi literature iz područja dana mining-a i linearne algebre. Cijeli skup za učenje se sastoji od 14 naslova, od toga 9 naslova iz područja dana mining-a i 5 iz područja linearne algebre. 

D1.  Survey of text mining: clustering, classification, and retrieval

D2. Automatic text processing: the transformation analysis and retrieval of information by computer

D3.  Elementary linear algebra: A matrix approach

D4.  Matrix algebra & its applications statistics and econometrics

D5.  Effective databases for text & document management

D6.  Matrix analysis and applied linear algebra

D7.  Topological vector spaces and algebras

D8.  Information retrieval: data structures & algorithms

D9. Vector spaces and algebras for chemistry and physics

D10. Classification, clustering and data analysis

D11. Clustering of large data sets

D12. Clustering algorithms

D13. Document warehousing and text mining: techniques for improving business operations, marketing and sales

D14. Data mining and knowledge discovery

Prvoj kategoriji (DATA MINING) pripadaju naslovi : D1, D2, D5, D8, D10, D11, D12, D13, D14, a drugoj kategoriji (LINEAR ALGEBRA) pripadaju naslovi : D3, D4, D6, D7, D9. Što se tiče pretprocesiranja koriste se standardne metode, tako se izbacuju stop-riječi, radi se lematizacija (stemming) i uzimaju se riječi koje se pojavljuju u barem 2 dokumenta. Na takav način se dobivaju izrazi koji tvore vektor veličine 16 jer nakon navedenih postupaka dobivamo 16 različitih izraza. Ti izrazi su redom :

1. kategorija > text(0), mining(1), clustering(2), classification(3), retrieval(4), information(5), document(6), data(7)

   2. kategorija > linear(8), algebra(9), matrix(10), vector(11), space(12)

   neutralni termini > analysis(13), application(14), algorithm(15)

Nakon pretprocesiranja možemo svaki navedeni primjerak za učenje pretvoriti u binarni vektor, gdje 1 označava da je pojedina riječ na tom indeksu prisutna u naslovu, 0 inače. Ne koristi se tfidf metoda izračunavanja težine pojedine riječi jer za ovako jednostavan primjer to nije potrebno. 

Dobiveni vektori redom su: 

D1 

1111100000000000
D2 

1000110000000100

D3 

0000000011100000

D4  0000000001100010
D5

1000001000000000

D6

0000110000111000

D7

0000000011100110

D8

0000000001011000

D9

0000110100000001

D10

0000000001011000

D11

0011000100000100

D12

0010000100000000

D13

0010000000000001

D14

1100001000000000

D15

0100000100000000 

Set podataka/naslova za testiranje čini 5 naslova, koji su jednako pretprocesirani kao i podaci iz seta za učenje. Navedeni su redom, zajedno s binarnim vektorom. Oznake Kx uz svaki naslov označavaju kategoriju kojoj pripada pojedini naslov.

D1 (Data Mining) K1

0100000100000000

D2 (Matrix Algebra) K2

0000000001100000

D3 (Application for Analysis of Clustering Space) K1

0010000000001110

D4 (Algorithm for Vector Space Analysis) K2

0000000000011101

D5 (Application for Linear Analysis) K2

0000000010000010

Dobiveni rezultati su navedeni zajedno s ostalim rezultatima

·  Medline skup dokumenata
MEDLINE skup dokumenata, preuzet sa [6], čine tri datoteke: MED.ALL, MED.REL i MED.QRY. Datoteka MED.ALL sadrži 1033 članka koji čine cijeli skup dokumenata, taj skup je potrebno razdijeliti na set za testiranje i set za učenje. Format zapisa članaka unutar MED.ALL datoteke je:

.I broj_članka

.W

tekst_članka

Datoteka MED.REL sadrži popis članaka i njihove pripadnosti kategoriji. Tu je navedeno 696 članaka što znači da ostatak od 337 članaka nije klasificiran pa se ti članci ne koriste. Tih 696 članaka je klasificirano pod 30 različitih kategorija. Datoteka MED.QRY sadrži nekakve opisne karakteristike svake kategorije, mogli bi to nazvati čak i imenom kategorije.

Setovi članaka za testiranje i učenje se dobivaju podjelom onih 696 članaka u omjeru 70-30 ili približno tom omjeru. Postupak pretprocesiranja se sastoji od više dijelova, a oni glavni su:

1) spremanje članaka iz datoteke MED.ALL u memoriju računala

2) učitavanje stop-riječi u memoriju računala

3) učitavanje pripadnosti kategorijama pojedinih članaka iz datoteke MED.REL

4) izbacivanje stop-riječi iz članaka spremljenih u memoriji

5) izbacivanje simbola i interpunkcijskih znakova iz članaka spremljenih u memoriji

6) prebrojavanje različitih riječi unutar svakog članka

7) prebrojavanje različitih riječi unutar cijelog skupa članaka

8) računanje tfidf težina za svaku riječ kako bi dobili ulazni vektor za fuzzy ARTMAP

9) ispis dobivenih vektora u datoteku

Kako bi se pokazale karakteristike fuzzy ARTMAP-a koristili su se različiti pristupi navedenom postupku pretprocesiranja, tako se na početku nisu koristili tfidf vektori već binarni vektori, kao kod akademskog primjera,  izbacivale su se riječi kraće od 3 znaka, izbacivale su se riječi s frekvencijom manjom od 2, dodavala su se imena kategorija pripadnim člancima (što se ne smije, ali je samo isprobano zobg eksperimenta), pridavala se veća važnost riječima unutar naslova članka i slično. Na ovakav način dobivali su se ulazni vektori različitih duljina, od 3000 pa sve do 12000, što je naravno utjecalo na brzinu izvođenja, ali i na rezultate. 

· Vjesnik skup dokumenata
Vjesnikov skup dokumenata je preuzet sa službene stranice novinskog dnevnika Vjesnik. Cijeli skup dokumenata je podijeljen u osam velikih kategorija, koje su i po značenju imena dosta opširne i u najmanju ruku generalne jer pokrivaju dosta širok spektar područja. Tih osam kategorija su redom : crna kronika (ck), kultura (ku), gospodarstvo (go), sport (sp), unutarnja politika (un), teme dana (td), zagreb (zg), vanjska politika (vp).

Cijeli skup dokumenata, set za učenje + set za testiranje, čini 20000 dokumenata, tj. članaka. A set za učenje i set za testiranje su ravnomjerno podijeljeni, 10000 članaka čini set za učenje i 10000 članaka čini set za testiranje. Ovaj skup dokumenata je pretprocesiran, znači izbačene su stop-riječi, napravljena je lematizacija i obavljeni su još neki postupci kako bi se smanjila veličina vektora koji predstavlja pojedini dokument. U ovoj verziji taj vektor ima dimenziju 81582, što znači da u cijelom skupu članaka postoji 82582 različite riječi koje su relevantne za klasifikaciju. Ovaj broj bi se mogao još smanjiti nekakvom matematičkom metodom, npr. SVD-om, ali to bi mogla biti tema budućeg rada na ovom skupu članaka. 

Set članaka za testiranje se nalazi u posebnoj datoteci, odvojenoj od seta članaka za učenje, a formati zapisa članaka su identični i formatirani su na ovaj način:

broj_članka udaljenost kategorija

tfidf_vrijednost _indeks

tfidf_vrijednost _indeks

…

Vektori su rijetko zapisani, što znači da u datoteci nisu navedeni oni izrazi čija tfidf vrijednost iznosi 0. Udaljenost označava broj elemenata u pojedinom vektoru čija je tfidf vrijednost različita od nule. Kategorija je riječ od dva znaka koja nam govori kojoj kategoriji pripada pojedini članak. _Indeks predstavlja indeks pripadne riječi u vektoru za taj članak.

Potrebno je reći da tfidf  vrijednosti, odnosno težine vektora, nisu normalizirane pa je bilo potrebno to ispraviti. Normalizacija je postupak svođenja svih tih vrijednosti u interval [0,1]. To se može postići na više načina, jedan od njih je da se za pojedini članak nađe najveća težina u njegovom vektoru te se tada sve težine unutar tog vektora podijele s tom vrijednošću. Na ovaj način se čuvaju posebne karakteristike članka jer su sačuvane proporcionalne razlike među različitim težinama. Normalizacija se može napraviti i na način da se nađe najveća vrijednost težine u cijelom skupu članaka pa da se onda sve težine podijele s tom vrijednošću, ali ovako se gube posebne karakteristike unutar pojedinog dokumenta pa se ne koristi ova metoda, već ona prva.

6.  Rezultati i postavke klasifikatora

a) Akademski primjer

TEST 1.


Postavke klasifikatora: (cArtVigilance1 = 0.6, cF2Learn2 = 0.7, learningEpochCount3 = 3)


Nakon učenja generirano 5 neurona
.


Binarni vektori za testiranje :

D1 (Data Mining) K1 0100000100000000

D2 (Matrix Algebra) K2 0000000001100000

D3 (Application for Analysis of Clustering Space) K1 0010000000001110

TEST 2.

Postavke klasifikatora: (cArtVigilance = 0.3, cF2Learn = 0.1, learningEpochCount = 3)


Nakon učenja generirano 2 neurona.


Binarni vektori za testiranje :

D1 (Data Mining) K1 0100000100000000

D2 (Matrix Algebra) K2 0000000001100000

D3 (Application for Analysis of Clustering Space) K1 0010000000001110

D4 (Algorithm for Vector Space Analysis) K2 000000000011101

TEST 3.
Postavke klasifikatora: (cArtVigilance = 0.5, cF2Learn = 0.3, learningEpochCount = 3)


Nakon učenja generirano 4 neurona.


Binarni vektori za testiranje :

D1 (Data Mining) K1 0100000100000000

D2 (Matrix Algebra) K2 0000000001100000

D3 (Application for Analysis of Clustering Space) K1 0010000000001110

D4 (Algorithm for Vector Space Analysis) K2 000000000011101

D5 (Application for Linear Analysis) K2 0000000010000010
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Grafički prikaz rezultata:





Grafikon 1 – prikaz mikroprosječne preciznosti i odaziva

b) MEDLINE skup dokumenata

TEST 1.


Postavke klasifikatora: (cArtVigilance = 0.55, cF2Learn = 0.7, learningEpochCount = 1 )


Nakon učenja generirano 185 neurona.


Set dokumenata za učenje = 500 dokumenata, set dokumenata za testiranje 196 dokumenata.


Dimenzija ulaznog vektora = 10000.

Pretprocesiranje : najjednostavniji oblik, dobiveni vektori su binarni, kao kod akademskog primjera, nema izbacivanja riječi prema veličini riječi i po pojavljivanju. Samo se izbacuju stop-riječi i simboli.

Grafički prikaz rezultata:
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Grafikon 2 – Prikaz preciznosti i odaziva po kategorijama, za prvi primjer
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       Grafikon 3 – Mikroprosječna preciznost i odaziv za prvi primjer

TEST 2.

Postavke klasifikatora: (cArtVigilance = 0.6, cF2Learn = 0.65, learningEpochCount = 1 )


Nakon učenja generirano 197 neurona.


Set dokumenata za učenje = 500 dokumenata, set dokumenata za testiranje 196 dokumenata.


Dimenzija ulaznog vektora = 3000.

Pretprocesiranje : rade se svi postupci kako bi se smanjio ulazni vektor.

Grafički prikaz rezultata:
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Grafikon 4 – Prikaz preciznosti i odaziva po kategorijama

Grafikon 5 – Prikaz mikroprosječne preciznosti i odaziva za drugi primjer
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Usporedba rezultata


Kao što vidimo dobiveni rezultati naoko nisu spektakularni, ali uspoređeujući rezultate s rezultatima, dobivenim s ostalim metodama, onda i nisu tako loši. Zapravo kad se malo bolje pogleda onda se vidi da svi, više-manje, dobivaju loše rezultate, razlog tomu je zapravo nekonzistentnost podataka. Ima premalo dokumenata za učenje/testiranje, a na drugu stranu previše kategorija. Većina članaka je prekratka pa oni zapravo loše predstavljaju svoje kategorije i tako sustavi za klasifikaciju nemaju odakle naučiti potrebne karakteristike. Kao što se može vidjeti iz gornjih grafova, neke kategorije sustav nauči jako dobro, a opet neke gotovo nikako. Razlog tomu je i svojstvo što kad se dijeli skup dokumenata na set za učenje i testiranje onda se svaki put slučajno odabiru dokumenti pa se nekad uzme više dokumenata iz pojedine kategorije za učenje pa sustav može lakše naučiti tu kategoriju. Ali to ipak nije glavni razlog, ipak postoje neke kategorije čiji dokumenti nisu baš reprezentativni za tu kategoriju. 

U nastavku teksta nalazi se grafički prikaz usporedbe rezultata s rezultatima koje je dobio kolega Renee Ahel s naivnim Bayesovim i k-nn klasifikatorom i rezultatima prof.dr.sc. Jasminke Dobše s k-means, fuzzy k-means i SVD klasifikatorom.
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Grafikon 6 – Usporedba klasifikatora po preciznosti, popis klasifikatora: 

1. fuzzy ARTMAP

2. naivni Bayes (Ahel)

3. 1-NN (Ahel)

4. k-means (Dobša)

5. fuzzy k-means (Dobša)

6. SVD (Dobša)

c) Vjesnik skup dokumenata

TEST 1.


Postavke klasifikatora: (cArtVigilance = 0.6, cF2Learn = 0.7, learningEpochCount = 1 )


Nakon učenja generirano 229 neurona.


Set dokumenata za učenje = 10000 dokumenata, set dokumenata za testiranje 10000 dokumenata.


Dimenzija ulaznog vektora = 81582.

Grafički prikaz rezultata:

Grafikon 7 – prikaz preciznosti i odaziva po kategorijama za prvi primjer

Grafikon 8 – prikaz mikroprosječne preciznosti i odaziva za prvi primjer
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TEST 2.


Postavke klasifikatora: (cArtVigilance = 0.6, cF2Learn = 0.7, learningEpochCount = 1 )


Nakon učenja generirano 158 neurona.


Set dokumenata za učenje = 2000 dokumenata, set dokumenata za testiranje 1000 dokumenata.


Dimenzija ulaznog vektora = 81582.

Grafički rezultati:
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Grafikon 9 – prikaz preciznosti i odaziva po kategorijama za drugi primjer
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Grafikon 10 – prikaz mikroprosječne preciznosti i odaziva za drugi primjer

8.   Zaključak

Fuzzy ARTMAP neuronska mreža je jako perspektivna mreža upravo zbog jako dobrih rezultata koje daje, ali i mogućnosti prilagođenja različitim tipovima problema za klasifikaciju. Iako postoje brojne metode koje će dati slične rezultate ovom tipu mreže, te mreže se razlikuju od fuzzy ARTMAP-a u mehanizmima razrješenja problema kad dođe do pogreške predviđanja. 

Fuzzy ARTMAP, za razliku od ostalih metoda, ima unutarnji mehanizam (kontroler) koji putem vigilance parametra uspješno rješava novonastale situacije. Ovakav tip sustava ima puno unutarnjih parametara što može otežati stvar novom korisniku, naime, svaki od tih parametara je na neki način povezan sa skupom dokumenata za učenje/testiranje i potrebno je pronaći vrijednost pojedinog parametra da izbaci najbolja predviđanja za taj skup dokumenata. Upravo u tome leži problem, nije nužno da s istim parametrima možemo dobivati iste rezultate na različitim skupovima dokumenata. Sad vidimo kako je potrebno poznavati i sadržaj samih dokumenata kako bi mu prilagodili sustav preko njegovih parametara.

U prethodnim primjerima jedini parametri koji su kalibrirani su bili vigilance parametar i learn parametar. Njihove tipične vrijednosti su bile oko 0.6 za vigilance parametar i oko 0.7 za learn parametar. Broj epoha za učenje nije previše utjecao na rezultat osim kod akademskog primjera gdje je to bilo potrebno.

Na kraju ovog istraživanja s fuzzy ARTMAP metodom dobiveni su rezultati koji naoko nisu sjajni, ali mora se uzeti u obzir na kojim se skupovima dokumenata testiralo sustav za klasifikaciju. Medline skup dokumenata je jako loš i niti jedna metoda neće dati dobre rezultate jer je jednostavno premalo dokumenata za učenje/testiranje, a previše kategorija. Vjesnikov skup dokumenata je potpuna suprotnost Medline skupu jer ima previše dokumenata, a premalo kategorija. Te kategorije bi se mogle podijeliti na još više podkategorija što bi olakšalo posao klasifikatoru, a ovako se klasifikator muči s nekim kategorijama, posebice s kategorijama «unutarnja politika» i «teme dane». Iz samog imena tih kategorija vidi se da su dosta opširne, nisu specijalizirane, pa je logično da će i sam klasifikator imati problema s tim kategorijama.
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� Parametar koji utječe na generalizaciju/specifikaciju učenja., što je iznos veći to klasifikator uči generalnije.


2 Parametar koji utječe na brzinu učenja, što je iznos veći to klasifikator brže uči, što ne znači da je i bolje.


3 Parametar koji govori koliko se epoha učenja odvilo, tj, koliko puta je klasifikatoru predočen isti set dokumenata za učenje
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